Лабораторна робота № 6
ДОСЛІДЖЕННЯ МЕТОДІВ МАШИННОГО НАВЧАННЯ 
Мета роботи: дослідити можливості ППП MATLAB щодо розробки методів машинного навчання.
ТЕОРЕТИЧНІ ВІДОМОСТІ

Дискримінантний аналіз - один з методів багатовимірного аналізу, метою якого є класифікація об'єктів, тобто віднесення об'єкта до однієї з відомих груп деяким оптимальним способом (наприклад, розбиття сукупності підприємств на кілька однорідних груп за значеннями будь-яких показників виробничо-господарської діяльності).

Методи дискримінантного аналізу розроблялися починаючи з кінця 1950-х рр. такими вченими, як Прасанта Чандра Махаланобіса (індійський економіст і статистик, 1893-1972), Гарольд Готелінґ (американський економіст і статистик, 1895-1973), Рональд Фішер (англійський статистик, біолог-еволюціоніст, генетик, 1890-1962), і іншими [32].

Відмітною властивістю дискримінантного аналізу як методу класифікації є те, що досліднику заздалегідь відомі число груп, на які потрібно розбити розглянуту сукупність об'єктів, і їх властивості; відомо також, що об'єкт свідомо належить до однієї з певних груп (але до якої саме - невідомо).

Наприклад, якийсь дослідник в галузі освіти може захотіти дослідити, які змінні відносять випускника школи до однієї з трьох категорій: (1) надходить до вузу; (2) що надходить в професійну школу; (3) відмовляється від подальшої освіти або професійної підготовки. З цією метою дослідник може зібрати дані про різні змінних, що характеризують учнів школи. Відзначимо, що нас тут цікавить тільки ймовірність подачі документів до вузу, в професійну школу або ж відмова від подальшої освіти або професійної підготовки, тобто, іншими словами, ми хочемо моделювати ймовірність вибору випускниками школи свого подальшого шляху на підставі віднесення їх до однієї з трьох названих категорій. Для вирішення даного завдання можна використовувати дискримінантний аналіз, який дозволить виділити змінні, що вносять вирішальний внесок у вибір учнями подальшого шляху за умови наявності навчальних вибірок.
Медик може реєструвати значення різних змінних, що описують стан хворого. Для того щоб з'ясувати, які змінні краще пророкують імовірність того, що пацієнт одужав повністю (група 1), частково (група 2) або зовсім не видужав (група 3), він може використовувати дискримінантний аналіз (ДА). Біолог може записати різні характеристики подібних типів (груп) квітів, щоб потім провести аналіз дискримінантної функції, яка найкращим чином розділяє типи або групи. В усіх наведених прикладах дослідник має навчальні вибірки, щодо яких він знає всі необхідні характеристики, які дозволяють йому побудувати дискримінантні функції (ДФ). Підстановка значень для нового спостереження (об'єкта) в ДФ дозволяє передбачити ймовірність настання даного дослідника події, а також виділити змінні, що вносять найбільший внесок в процес такого поділу.

У відповідності з властивостями ДА виникають завдання двох типів:

1) опису відмінностей між класами;

2) класифікації об'єктів, що не входили до первісної навчальну вибірку.

Для вирішення першого завдання (опису відмінностей між класами) будуються канонічні дискримінантні функції, які дозволяють з максимальною ефективністю розділити класи.

Для того щоб виділити р класів, потрібно не більше р - 1 канонічних дискримінантних функцій. Наприклад, для поділу двох класів достатньо однієї функції, для поділу трьох класів - двох функцій і т.д. (рис. 6.1).
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Рис. 6.1. Поділ сукупності на два класи за допомогою однієї дискримінантної функції
Канонічні дискримінантні функції можна розглядати як аналог регресійній моделі, побудованої з метою класифікації об'єктів. В ДА дискримінантні змінні є незалежними змінними. Для вимірювання абсолютного і відносного вкладів дискримінантних змінних в поділ класів використовуються нестандартизовані і стандартизовані коефіцієнти канонічних функцій. Чим більше значення коефіцієнта, тим більший внесок в дискримінацію вносить змінна.

Одним із способів відбору інформативних дискримінантних змінних є покроковий ДА. Логіка покрокового ДА така: спочатку визначається та змінна, для якої середні значення в апріорно заданих групах найбільш різні. На кожному наступному кроці розглядаються умовні розподілу решти змінних і визначається та, для якої середні значення в групах найбільш різні, і т.д. Процес завершується, коли жодна з решти змінних не вносить значного вкладу в відмінність груп. Від вибору критерію відбору дискримінантних змінних залежить результат проведення ДА.

На початку кожного кроку ДА відбувається перевірка всіх дискримінантних змінних на відповідність двом умовам: необхідної точності обчислення (толерантності) і перевищення заданого рівня відмінності (на основі використання F -розподілу і статистик F -введення і F -виняток). Статистика F -введення оцінює поліпшення розбиття завдяки використанню даної змінної в порівнянні з різницею, досягнутим за допомогою вже відібраних змінних. Статистика F -виняток визначає значимість погіршення відмінності після видалення змінної зі списку вже відібраних змінних. На заключному етапі статистика F -виняток може бути використана для оцінки дискримінантних можливостей відібраних змінних. Змінна з найбільшим значенням F-виключення дає найбільший внесок у відмінність, досягнуте за допомогою інших змінних. Змінна, що має другу за величиною статистику F -виняток, є другою за значимістю і т.д.

На наступному етапі ДА відібране підмножина найбільш інформативних змінних використовується для обчислення ДФ. ДФ є лінійною комбінацією дискримінантних змінних і виглядає як права частина рівняння множинної регресії. Таким чином, дослідник отримує одну або дві ДФ. Ці ДФ називаються канонічними дискримінантному функціями [13].

Помітимо, що після отримання канонічних дискримінантних функцій необхідно визначити, чи всі з цих функцій корисні для опису міжгрупових відмінностей. З цією метою використовуються власні значення, відсоток пояснене дисперсії кожної з обчислених функцій, коефіцієнти канонічної кореляції, тест рівності середніх значень канонічних дискримінантних функцій в групах. Використання ДА для вирішення практичних завдань показало, що про корисність ДФ для виділення відмінностей між об'єктами можна судити за величиною коефіцієнта канонічної кореляції. Якщо значення цього коефіцієнта невисоко, то дану канонічну функцію не використовують.

Найкращим показником інформативності відібраних дискримінантних змінних і корисності застосування дискримінантної функції для інтерпретації міжгрупових відмінностей є відсоток правильно розпізнаних об'єктів з використанням отриманих ДФ. Число правильно розпізнаних нових об'єктів (як в цілому, так і по окремим групам) свідчить про відповідність дискримінантної моделі емпіричним даним.

Для вирішення другого завдання (класифікації об'єктів, що не входили до первісної навчальну вибірку) обчислюються відстані від кожного нового об'єкта, що підлягає класифікації, до геометричного центру (центру ваги) кожного класу.

Дискримінантний аналіз висуває суворі вимоги до вихідних даних: в моделі повинно бути не менше двох класів, в кожному класі - не менше двох об'єктів з навчальної вибірки, число дискримінантних змінних не повинно перевищувати обсяг навчальної вибірки, дискримінантні змінні повинні бути кількісними і лінійно незалежними. Для кожного класу потрібні приблизна рівність коваріаційних матриць, а також багатовимірна нормальність розподілу.

Відзначимо, що на практиці не завжди вдається забезпечити виконуваність цих вимог, що часто не дозволяє коректно використовувати апарат дискримінантного аналізу.

ЗАВДАННЯ НА ЛАБОРАТОРНУ РОБОТУ
Розглянемо, як виконувати класифікацію з використанням дискримінантного аналізу, наївних класифікаторів Байєса та дерев рішень. Припустимо, у вас є набір даних, що містить спостереження з вимірюваннями різних змінних (так званих предикторів, від англ. Predictors – передвіщувач, провісник) і відомих міткок їх класів. Якщо ви отримуєте значення предиктора для нових спостережень, чи не могли б Ви визначити, до яких класів належать ці спостереження? Це і є проблема класифікації.

Дані для квіток Ірису Фішера

Дані ірису Фішера складаються з вимірювань довжини чашолиста, ширини чашолиста, довжини пелюстки та ширини пелюсток для 150 зразків квіток. Існує 50 екземплярів з кожного з трьох видів. Завантажте дані і подивіться, як вимірювання чашолисту відрізняються між видами. Можна скористатися двома стовпцями, що містять вимірювання чашолиста.

load fisheriris

f = figure;

gscatter(meas(:,1), meas(:,2), species,'rgb','osd');

xlabel('Sepal length');

ylabel('Sepal width');

N = size(meas,1);
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Припустимо, ви вимірюєте чашелисти і пелюстки ірису, і вам необхідно визначити її види на основі цих вимірів. Один з підходів до вирішення цієї проблеми відомий як дискримінантний аналіз.

Завдання 6.1. Лінійний і квадратичний дискримінантний аналіз
Функція fitcdiscr може виконувати класифікацію за допомогою різних типів дискримінантного аналізу. Спочатку класифікують дані за допомогою лінійного дискримінантного аналізу (LDA).

lda = fitcdiscr(meas(:,1:2),species);

ldaClass = resubPredict(lda);

Спостереження з відомими мітками класів зазвичай називаються навчальними даними. Тепер обчисліть помилку повторної заміни, яка є помилкою неправильної класифікації (частка неправильно класифікованих спостережень) на навчальній вибірці.

ldaResubErr = resubLoss(lda)

Значення помилки класифікації запишіть у таблицю 6.1 звіту
Таблиця 6.1

	Назва методу класифікації
	Повторна заміна
	Перехрестна перевірка

	
	Помилка класифікації
	Кількість помилково класифікованих спостережень
	Помилка класифікації
	Кількість помилково класифікованих спостережень

	Дискримінантна класифікація
	LDA
	
	
	
	

	
	QDA
	
	
	
	

	Наївний Баєс
	простий
	
	
	
	

	
	з ядром
	
	
	
	

	Дерево рішень
	
	
	
	
	


Зробіть висновок скільки це відсотків (з 150 навчальних спостережень) класифіковано помилково та скільки це спостережень помилково класифікуються за допомогою лінійної дискримінантної функції. Результат занесіть у таблицю 6.1. звіту. 
Ви можете побачити, які є помилково класифіковані спостереження, намалювавши через X неправильно класифіковані точки.

figure(f)

bad = ~strcmp(ldaClass,species);

hold on;

plot(meas(bad,1), meas(bad,2), 'kx');

hold off;

Зробіть скріншот рисунка з помилково класифікованими спостереженнями та занесіть його у звіт (рис. 6.1 звіту)
Функція розділила площину на регіони, розділені лініями, і присвоїла різним регіонам різні види. Один із способів візуалізувати ці регіони - створити сітку значень (x, y) і застосувати функцію класифікації до цієї сітки.

[x,y] = meshgrid(4:.1:8,2:.1:4.5);

x = x(:);

y = y(:);

j = classify([x y],meas(:,1:2),species);

gscatter(x,y,j,'grb','sod')

Зробіть скріншот рисунка з регіонами класифікації та занесіть його у звіт (рис. 6.2 звіту)

Зробіть висновок про якість розділення класів за допомогою LDA та визначте які класи розділені погано. Висновок запишіть у звіт. 
Для деяких наборів даних регіони для різних класів не добре розділені лініями. Якщо це так, лінійний дискримінантний аналіз не є доцільним. Замість цього можна спробувати квадратичний дискримінантний аналіз (QDA) для вхідних даних.

Обчисліть помилку повторної заміни для квадратичного дискримінантного аналізу .

qda = fitcdiscr(meas(:,1:2),species,'DiscrimType','quadratic');

qdaResubErr = resubLoss(qda)

Значення помилки класифікації для QDA запишіть у таблицю 6.1 звіту

Аналогічно як для попереднього випадку, помилково класифіковані спостереження, намалюйте через X.

figure(f)

bad = ~strcmp(ldaClass,species);

hold on;

plot(meas(bad,1), meas(bad,2), 'kx');

hold off;

Зробіть скріншот рисунка з помилково класифікованими спостереженнями та занесіть його у звіт (рис. 3 звіту)

Візуалізуйте регіони - створити сітку значень (x, y) і застосувати функцію класифікації до цієї сітки.

[x,y] = meshgrid(4:.1:8,2:.1:4.5);

x = x(:);

y = y(:);

j = classify([x y],meas(:,1:2),species);

gscatter(x,y,j,'grb','sod')

Зробіть скріншот рисунка з регіонами класифікації та занесіть його у звіт (рис. 4 звіту)

Порівняйте рисунки 1-2 з 3-4. Зробіть висновок про якість розділення класів за допомогою LDA та QDA. Висновок запишіть у звіт. 

Ви обчислили помилку повторної заміни. Зазвичай люди більше зацікавлені в меншій тестовій помилці (також називається помилкою узагальнення), що є очікуваною помилкою прогнозування на незалежному наборі. Насправді, помилка повторної заміни, ймовірно, недооцінить помилку тестування.

У цьому випадку ви не маєте іншого визначеного набору даних, але ви можете імітувати його за допомогою перехресної перевірки (крос-перевірки). Стратифікована 10-кратна крос-перевірка є популярним вибором для оцінки помилки тестування алгоритмів класифікації. Вона випадковим чином розділяє навчальний набір на 10 непересічних підмножин. Кожна підгрупа має приблизно однаковий розмір і приблизно однакові пропорції класу, як у навчальному наборі. Здійснюється видалення однієї підмножини, та підготовка моделі класифікації за допомогою інших дев'яти підмножин і використання підготовленої моделі для класифікації видаленого підмножини. Це можна повторити, видаляючи кожну з десяти підмножин по одному.

Оскільки перехресна перевірка випадковим чином розділяє дані, її результат залежить від початкового випадкового числа. Щоб відтворити точні результати в цьому прикладі, виконайте таку команду:

rng(0,'twister');

Спочатку використовуйте cvpartition для генерації 10 непересічних стратифікованих підмножин.

cp = cvpartition(species,'KFold',10)

Методи crossval і kfoldLoss можуть оцінити помилку неправильної класифікації як для LDA, так і для QDA, використовуючи розділ даних cp.

Оцініть справжню похибку тесту для LDA, використовуючи 10-кратну стратифіковану перехресну перевірку.

cvlda = crossval(lda,'CVPartition',cp);

ldaCVErr = kfoldLoss(cvlda)

Помилка перехресної перевірки LDA має таке ж значення, що і помилка повторної заміни LDA на цих даних.

Помилку перехресної перевірки LDA занесіть у таблицю 6.1 звіту.

Оцініть справжню похибку тесту для QDA, використовуючи 10-кратне стратифіковану перехресну перевірку.

cvqda = crossval(qda,'CVPartition',cp);

qdaCVErr = kfoldLoss(cvqda)

Помилку перехресної перевірки QDA занесіть у таблицю 6.1 звіту.

Порівняйте між собою данні таблиці 6.1 для LDA та QDA. Зробіть висновок і запишіть його у звіт.

Зверніть увагу, що QDA має трохи більшу помилку перехресної перевірки, ніж LDA. Це показує, що більш проста модель може отримати порівнянну або кращу продуктивність, ніж більш складна модель.

Завдання 6.2. Класифікатор наївного Байєса

Функція fitcdiscr має два інших типи: "DiagLinear" і "DiagQuadratic". Вони подібні до «лінійних» і «квадратичних» дискримінантів, але з оцінками діагональної коваріаційної матриці. Ці діагональні варіанти є конкретними прикладами наївного класифікатора Байєса, оскільки вони припускають, що змінні умовно незалежні з урахуванням мітки класу. Класифікатори Naive Bayes є одними з найпопулярніших класифікаторів. Незважаючи на те, що припущення про умовно-незалежну класову залежність між змінними у загальному випадку не відповідає дійсності, було виявлено, що наївні класифікатори Байєса добре працюють на практиці в багатьох наборах даних.

Функцію fitcnb можна використовувати для створення більш загального типу наївного класифікатора Байєса.

Спочатку моделюємо кожну змінну в кожному класі, використовуючи розподіл Гаусса. Обчислюємо помилку повторної заміни та помилку перехресної перевірки.

nbGau = fitcnb(meas(:,1:2), species);

nbGauResubErr = resubLoss(nbGau)

nbGauCV = crossval(nbGau, 'CVPartition',cp);

nbGauCVErr = kfoldLoss(nbGauCV)

labels = predict(nbGau, [x y]);

gscatter(x,y,labels,'grb','sod')

Значення помилок повторної заміни та перехресної перевірки для Наївного Баєса занесіть у таблицю 6.1 звіту.

Зробіть скріншот рисунка з регіонами класифікації для Наївного Баєса та занесіть його у звіт (рис. 6.5 звіту)

До цих пір ви вважали, що змінні з кожного класу мають багатовимірний нормальний розподіл. Часто це є розумним припущенням, але іноді ви можете бути не готові зробити це припущення, або ви можете чітко побачити, що це неправда. Тепер спробуйте моделювати кожну змінну в кожному класі, використовуючи оцінку щільності ядра, яка є більш гнучким непараметричним методом. Тут ми встановлюємо ядро в поле 'box'.

nbKD = fitcnb(meas(:,1:2), species, 'DistributionNames','kernel', 'Kernel','box');

nbKDResubErr = resubLoss(nbKD)

nbKDCV = crossval(nbKD, 'CVPartition',cp);

nbKDCVErr = kfoldLoss(nbKDCV)

labels = predict(nbKD, [x y]);

gscatter(x,y,labels,'rgb','osd')

Значення помилок повторної заміни та перехресної перевірки для Наївного Баєса з ядром занесіть у таблицю 6.1 звіту.

Зробіть скріншот рисунка з регіонами класифікації для Наївного Баєса з ядром та занесіть його у звіт (рис. 6.6 звіту)

Порівняйте між собою помилки двох різновидів методу наївного Баєса та зробіть висновок. Висновок занесіть у звіт.
Завдання 6.3. Дослідження методу Дерево рішень

Інший алгоритм класифікації заснований на дереві рішень. Дерево рішень - це набір простих правил, таких як "якщо довжина черепашки менше 5,45, класифікуйте зразок як setosa". Дерева рішень також є непараметричними, оскільки вони не вимагають жодних припущень щодо розподілу змінних у кожному класі.

Функція fitctree створює дерево рішень. Створіть дерево рішень для вхідних даних і подивіться, наскільки добре вона класифікує іриси на види.

t = fitctree(meas(:,1:2), species,'PredictorNames',{'SL' 'SW' });

Цікаво подивитися, як метод дерева рішень поділяє площину. Для візуалізації областей, призначених для кожного виду, використовуйте ту ж методику, що й вище.

[grpname,node] = predict(t,[x y]);

gscatter(x,y,grpname,'grb','sod')

Зробіть скріншот рисунка з регіонами класифікації для Дерева рішень та занесіть його у звіт (рис. 6 звіту)

Іншим способом візуалізації дерева рішень є малювання схеми правила прийняття рішень і призначення класу.

view(t,'Mode','graph');

Зробіть скріншот рисунка з Деревом рішень та занесіть його у звіт (рис. 8 звіту)

Це дерево, використовує ряд правил виду "SL <5.45" для класифікації кожного зразка в один з 19 кінцевих вузлів. Щоб визначити присвоєння виду для спостереження, почніть з верхнього вузла і застосуйте правило. Якщо точка задовольняє правилу, ви берете лівий шлях, а якщо ні, то правий шлях. Зрештою, ви досягнете термінального вузла, який призначає спостереження до одного з трьох видів.

Обчисліть помилку повторної заміни та помилку перехресної перевірки для дерева рішень.

dtResubErr = resubLoss(t)

cvt = crossval(t,'CVPartition',cp);

dtCVErr = kfoldLoss(cvt)

Значення помилок повторної заміни та перехресної перевірки для дерева рішень занесіть у таблицю 6.1 звіту.

Зробіть висновок. Висновок занесіть у звіт.
Для алгоритму дерева рішень оцінка помилок перехресної перевірки значно більша, ніж помилка повторної заміни. Це показує, що створене дерево переповнює навчальний набір. Іншими словами, це дерево, яке класифікує оригінальний навчальний набір добре, але структура дерева чутлива до цього конкретного навчального набору, так що його продуктивність на нових даних, ймовірно, погіршиться. Часто можна знайти більш просте дерево, яке краще виконує більш складне дерево на нових даних.

Спробуйте обрізати дерево. Спочатку обчислити помилку повторної заміни для різних підмножин вихідного дерева. Потім обчислити помилку перехресної перевірки для цих під-дерев. 
resubcost = resubLoss(t,'Subtrees','all');

[cost,secost,ntermnodes,bestlevel] = cvloss(t,'Subtrees','all');

plot(ntermnodes,cost,'b-', ntermnodes,resubcost,'r--')

figure(gcf);

xlabel('Number of terminal nodes');

ylabel('Cost (misclassification error)')

legend('Cross-validation','Resubstitution')

Зробіть скріншот рисунка з графіком помилки та занесіть його у звіт (рис. 9 звіту)

Графік показує, що помилка повторної заміни є надто оптимістичною. Вона завжди зменшується з ростом розміру дерева, але за певною точкою збільшення розміру дерева збільшує коефіцієнт помилок перехресної перевірки.

Яке дерево слід вибрати? Просте правило полягає в тому, щоб вибрати дерево з найменшою помилкою перехресної перевірки. Хоча це може бути задовільним, ви можете скористатися більш простим деревом, якщо це приблизно так само добре, як і більш складне дерево. Для цього прикладу візьмемо найпростіше дерево, яке знаходиться в межах мінімуму однієї стандартної помилки. Це правило за замовчуванням, яке використовується методом cvloss ClassificationTree.

Це можна показати на графіку, обчисливши величину відсічення, що дорівнює мінімальній вартості плюс одна стандартна помилка. "Найкращий" рівень, який обчислюється методом cvloss, є найменшим деревом під цим відрізком. (Зауважте, що bestlevel = 0 відповідає дереву unpruned, так що ви повинні додати 1, щоб використовувати його як індекс у векторні виходи cvloss.)

[mincost,minloc] = min(cost);

cutoff = mincost + secost(minloc);

hold on

plot([0 20], [cutoff cutoff], 'k:')

plot(ntermnodes(bestlevel+1), cost(bestlevel+1), 'mo')

legend('Cross-validation','Resubstitution','Min + 1 std. err.','Best choice')

hold off

Зробіть скріншот рисунка з графіком помилки та занесіть його у звіт (рис. 10 звіту)

Нарешті, ви можете подивитися на обрізане дерево і обчислити оцінену помилку неправильної класифікації.

pt = prune(t,'Level',bestlevel);

view(pt,'Mode','graph')

Зробіть скріншот рисунка з графіком помилки та занесіть його у звіт (рис. 11 звіту)

Проаналізуйте данні таблиці 6.1. Зробіть висновки:

Який метод дав найкращий результат? 
Чи досягнута найкраща класифікація даних? 
Висновки запишіть у звіт.
Завдання 6.4. Агрегація початкового завантаження (Bagging) дерев класифікації за допомогою TreeBagger

Статистика та Machine Learning Toolbox пропонує два об'єкти, які підтримують агрегацію (завантаження) дерев класифікації: TreeBagger, створений за допомогою TreeBagger і ClassificationBaggedEnsemble, створений за допомогою fitcensemble. 

У цьому завданні показано робочий процес для класифікації за допомогою функцій TreeBagger.

Радіолокатор здійснював зондування іоносфери з метою вивчення відбиття радіолокаційного сигналу іоносферою. Отримано іоносферні дані за 351 спостереженнями і 34 реальними предикторами. Змінна, що характеризує відповідь категорична з двома рівнями:

'g' являє собою хороше радарне відбиття;
'b' являє собою погане радарне відбиття.

Мета полягає в тому, щоб передбачити хороші чи погані радарні відбиття за допомогою набору з 34 вимірювань.

Зафіксуйте початкове випадкове число, виростіть 50 дерев, перевірте, як змінюється помилка ансамблю з накопиченням дерев, і оцінюйте значення ознаки. Для класифікації краще встановити мінімальний розмір листка дерева на 1 і вибрати квадратний корінь із загальної кількості ознак для кожного випадкового рішення. Ці налаштування є типовими для TreeBagger, які використовуються для класифікації.

Завантажте та відобразьте початкові дані, що містяться у файлі ionosphere.

load ionosphere

rng(1945,'twister')

b = TreeBagger(50,X,Y,'OOBPredictorImportance','On');

figure

plot(oobError(b))

xlabel('Number of Grown Trees')

ylabel('Out-of-Bag Classification Error')

Отриманий графік занесіть у звіт (рис. 12 звіту)

Метод навчає ансамблі з невеликою кількістю дерев на спостереженнях, які знаходяться в пакеті для всіх дерев. Для таких спостережень неможливо обчислити істинний прогноз поза пакетом, і TreeBagger повертає найбільш ймовірний клас для класифікації, і вибіркове середнє для регресії. Ви можете змінити значення за замовчанням, яке повертається для спостережень у пакеті, використовуючи властивість DefaultYfit. Якщо для класифікації встановлено значення за замовчуванням, що дорівнює порожньому символьному вектору, метод виключає спостереження, що виходить за межі, з пакету за рахунок обчисленням помилки. У цьому випадку крива є більш змінною, коли кількість дерев невелика, або тому, що деякі спостереження ніколи не виходять за межі (і тому виключені), або тому, що їхні прогнози базуються на кількох деревах.

b.DefaultYfit = '';

figure

plot(oobError(b))

xlabel('Number of Grown Trees')

ylabel('Out-of-Bag Error Excluding In-Bag Observations')

Отриманий графік занесіть у звіт (рис. 13 звіту)

Властивість OOBIndices треків TreeBagger відстежує, які спостереження за якими деревами виходять з-під контролю. Використовуючи цю властивість, ви можете відслідковувати частку спостережень у навчальних даних, які знаходяться в пакеті для всіх дерев. Крива починається приблизно з 2/3, що є часткою унікальних спостережень, обраних однією реплікою початкового завантаження, і опускається до 0 приблизно на 10 деревах.

finbag = zeros(1,b.NumTrees);

for t=1:b.NTrees

    finbag(t) = sum(all(~b.OOBIndices(:,1:t),2));

end

finbag = finbag / size(X,1);

figure

plot(finbag)

xlabel('Number of Grown Trees')

ylabel('Fraction of In-Bag Observations')

Отриманий графік занесіть у звіт (рис. 14 звіту)

Оцініть важливість ознаки.

figure

bar(b.OOBPermutedPredictorDeltaError)

xlabel('Feature Index')

ylabel('Out-of-Bag Feature Importance')

Отриманий графік занесіть у звіт (рис. 15 звіту)

Виділіть ознаки, що дають міру важливості більше 0,75. Цей поріг вибирається довільно.

idxvar = find(b.OOBPermutedPredictorDeltaError>0.75)

Отримані значення номерів ознак запишіть у звіт.
Вибравши найважливіші ознаки, зробіть більший ансамбль на зменшеному наборі функцій. Заощаджуйте час, не перетворюючи спостереження з пакуту, щоб отримати нові оцінки важливості функції для зменшеного набору функцій (встановіть OOBVarImp на 'off'). Ви все одно зацікавлені в отриманні оцінок помилки класифікації з пакета (встановіть OOBPred на "on").
b5v = TreeBagger(100,X(:,idxvar),Y,'OOBPredictorImportance','off','OOBPrediction','on');

figure

plot(oobError(b5v))

xlabel('Number of Grown Trees')

ylabel('Out-of-Bag Classification Error')

Отриманий графік занесіть у звіт (рис. 16 звіту)

Для класифікаційних ансамблів, окрім похибки класифікації (частки неправильно класифікованих спостережень), можна також контролювати середній запас класифікації. Для кожного спостереження, запас визначається як різниця між оцінкою для справжнього класу і максимальним балом для інших класів, передбачених цим деревом. Кумулятивний класифікаційний запас використовує усереднені за всіма деревами оцінки, а середній кумулятивний запас класифікації - це сукупний запас, усереднений по всіх спостереженнях. Метод oobMeanMargin з аргументом 'mode', що встановлюється як 'cumulative' (за замовчуванням), показує, як змінюється середній кумулятивний запас при зростанні ансамблю: кожен новий елемент у повернутому масиві являє собою кумулятивний запас, отриманий шляхом включення нового дерева в ансамбль. Якщо навчання успішне, можна очікувати поступового збільшення середнього запасу класифікації.

Метод навчає ансамблі з невеликою кількістю дерев за спостереженнями, які знаходяться в пакеті для всіх дерев. Для таких спостережень неможливо обчислити істинний прогноз поза пакетом, і TreeBagger повертає найбільш ймовірний клас для класифікації, і вибіркове середнє для регресії.

Для дерев рішень оцінка класифікації - це ймовірність спостереження за екземпляром цього класу в цьому листі дерева. Наприклад, якщо лист вирощуваного дерева рішень має п'ять «хороших» і три «поганих» тренувальних спостереження, оцінки, отримані цим деревом рішень для будь-якого спостереження, що потрапило на цей лист, становлять 5/8 для «хорошого» класу і 3/8 для «поганого» класу. Ці ймовірності називаються «оцінками» для узгодженості з іншими класифікаторами, які можуть не мати очевидної інтерпретації для числових значень повернених прогнозів.

figure

plot(oobMeanMargin(b5v));

xlabel('Number of Grown Trees')

ylabel('Out-of-Bag Mean Classification Margin')

Отриманий графік занесіть у звіт (рис. 17 звіту)

Обчисліть матрицю близькості і вивчить розподіл викидів. На відміну від регресії, показники викидів для класифікаційних ансамблів обчислюються в межах кожного класу окремо.
b5v = fillProximities(b5v);

figure

histogram(b5v.OutlierMeasure)

xlabel('Outlier Measure')

ylabel('Number of Observations')

Отриманий графік занесіть у звіт (рис. 18 звіту)

Знайдіть клас екстремальних викидів.

extremeOutliers = b5v.Y(b5v.OutlierMeasure>40)

Отримане значення занесіть у звіт (на місце рис. 19 звіту)

Визначте процентне відношення добрих викидів

percentGood = 100*sum(strcmp(extremeOutliers,'g'))/numel(extremeOutliers)

Отримане значення занесіть у звіт (на місце рис. 19 звіту)

Що стосується регресії, ви можете побудувати масштабовані координати, відображаючи два класи в різних кольорах, використовуючи аргумент пари кольорів імен-значення mdsProx. Цей аргумент приймає вектор символів, в якому кожен символ представляє колір. Програмне забезпечення не ранжує імена класів. Тому рекомендується визначати положення класів у властивості ClassNames ансамблю.

gPosition = find(strcmp('g',b5v.ClassNames))

 «Поганий» клас - перший, а «хороший» клас другий. Відображайте масштабовані координати, використовуючи червоний колір для класу "поганий" і блакитний для "хороших" спостережень класу.

figure

[s,e] = mdsProx(b5v,'Colors','rb');

xlabel('First Scaled Coordinate')

ylabel('Second Scaled Coordinate')

Отриманий графік занесіть у звіт (рис. 20 звіту)

Наносять перші 20 власних значень, отриманих шляхом масштабування. 

figure

bar(e(1:20))

xlabel('Scaled Coordinate Index')

ylabel('Eigenvalue')

Отриманий графік занесіть у звіт (рис. 21 звіту)

Проаналізуйте його. Перше власне значення явно домінує, і перша масштабована координата є найбільш важливою.
Ще одним способом вивчення характеристик ансамблю класифікації є побудова кривої експлуатаційних характеристик його приймача (ROC) або іншої кривої продуктивності, придатної для поточної проблеми. Отримуйте передбачення для спостережень поза пакетом. Для ансамблю класифікації метод oobPredict повертає масив комірок міток класифікації як перший вихідний аргумент і числовий масив оцінок як другий вихідний аргумент. Повернутий масив результатів має два стовпці, по одному для кожного класу. У цьому випадку перший стовпець призначений для "поганого" класу, а другий - для "хорошого" класу. Один стовпець у матриці оцінки є надлишковим, оскільки оцінки представляють ймовірності класу в листках дерев і за визначенням складають вцілому 1.

[Yfit,Sfit] = oobPredict(b5v);

Використовуйте функцію perfcurve для обчислення кривої продуктивності. За замовчуванням perfcurve повертає стандартну криву ROC, яка є справжньою позитивною швидкістю у порівнянні з помилковою швидкістю. perfcurve вимагає істинних міток класу, балів і позитивної мітки класу для введення. У цьому випадку вибирайте «хороший» клас як позитивний.

[fpr,tpr] = perfcurve(b5v.Y,Sfit(:,gPosition),'g');

figure

plot(fpr,tpr)

xlabel('False Positive Rate')

ylabel('True Positive Rate')

Отриманий графік занесіть у звіт (рис. 22 звіту)

Замість стандартної кривої ROC, ви можете побудувати графік, наприклад, точності ансамблю в залежності від порогового значення для оцінки «хорошого» класу. Вхідний аргумент ycrit для perfcurve дозволяє задати критерій для осі y, а третій аргумент output perfcurve повертає масив порогів для позитивної оцінки класу. Точність - це частка правильно класифікованих спостережень, або, що еквівалентно, 1 мінус помилка класифікації.

[fpr,accu,thre] = perfcurve(b5v.Y,Sfit(:,gPosition),'g','YCrit','Accu');

figure(20)

plot(thre,accu)

xlabel('Threshold for ''good'' Returns')

ylabel('Classification Accuracy')

Отриманий графік занесіть у звіт (рис. 23 звіту)

Проаналізуйте графік. Крива показує плоску область, яка вказує, що будь-який поріг від 0,2 до 0,6 є розумним вибором. За замовчуванням perfcurve призначає класифікаційні мітки, використовуючи 0,5 як межу між двома класами. Ви можете точно визначити, якій точності це відповідає.

accu(abs(thre-0.5)<eps)

Максимальна точність трохи вища, ніж за замовчуванням.

[maxaccu,iaccu] = max(accu)

Таким чином, оптимальним порогом є:
thre(iaccu)

Визначте та запишіть у звіт оптимальний поріг

Зробіть висновки.
Зробіть висновки по роботі 

Назвіть бланк звіту ШІ-КБ-ЛР-6-NNN-XXXXX.doc 

де NNN – номер групи
XXXXX – позначення прізвища студента.
Переконвертуйте файл звіту в ШІ-КБ-6-NNN-XXXXX.pdf
ПИТАННЯ ДЛЯ САМОКОНТРОЛЮ
1. Основна мета машинного навчання.
2. Основні складові машинного навчання.

3. Класифікація методів класичного навчання.

4. Наведіть класифікацію ансамблевих методів навчання.
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